FUNCIONES DE DESEABILIDAD COMO FUNCION DE PUNTUACION (FITNESS
FUNCTION) EN LA UTILIZACION DE LOS ALGORITMOS GENETICOS PARA LA
SELECCION DE VARIABLES

Piercosimo Tripaldi®" y Cristian Rojas”

& Laboratorio UDALAB, Facultad de Ciencia y Tecnologia, Universidad del Azuay, Av. 24
de Mayo 7-77 y Hernan Malo. Cuenca, Ecuador

® Catedra de Quimica Tedrica y Computacional, Departamento de Quimica, Facultad de
Ciencias Exactas, Universidad Nacional de La Plata, Calle 115 y 47, 1900 La Plata,
Argentina

*Correspondencia. tripaldi@uazuay.edu.ec

Resumen

Introduccién

En la teoria QSAR/QSPR es comun enfrentarse con un elevado nimero de variables que,
en muchas ocasiones supera con creces al nimero de datos experimentales, por lo que
es obligatorio buscar reducir a unas pocas variables Utiles. Este proceso puede
enfrentarse con diferentes estrategias: analisis de todos los subconjuntos posibles de
variables (ASM), busqueda secuencial 6 método de reemplazo (RM) con sus variaciones
(3,4), la selecciébn mediante técnicas de bandadas de particulas (PSO) (5) y algoritmos
genéticos (GAs) (6,7,8,9), entre otros.

En GAs como en PSO se retienen las variables que producen la mejor puntuacién, la cuél
es sustancialmente un criterio de decisidn. En este trabajo se ha utilizado el método de las
funciones de deseabilidad (10,11) para optimizar dicha puntuacién en la seleccion de
variables mediante algoritmos genéticos. Las funciones consideradas para los criterios
son:

1) RZLMO (funcién creciente lineal con peso 0.90)

2) 10 descriptores maximos (funcién lineal decreciente con peso 0.05)

3) Razon K, /K, >2 (funcion lineal creciente con peso 0.05)

La funcion de deseabilidad total D se ha calculado como media geométrica ponderada de
los tres valores obtenidos para cada modelo.

Materiales y métodos
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Se ha tomado el indice de retencién IR de Kovats (12) de 1234 sustancias volatiles
reportados por Jenning y Shibamoto (13) para la columna OV-101 (0.28 mm x 50 m) con
1% de carbowax. Las estructuras se han optimizado geométricamente en Hyperchem (14)
con mecanica molecular MM+ y luego refinado con el método semiempirico PM3,
aplicando el algoritmo de Polak-Ribiere hasta que la desviacién de la raiz cuadrada sea

menor a 0.01kcal.(A.mol)™. Para cada molécula se han calculado 4885 descriptores
utilizando Dragon 6.0 (15). La seleccion de los descriptores Optimos se ha efectuado

aplicando el método GAs bajo la modalidad implementada por Leardi et al (16). Este
procedimiento ha sido modificado para utilizar en vez de puntuacion original la funcion D .

Para validacion se ha descompuesto aleatoriamente el conjunto de datos en dos
subconjuntos: entrenamiento (50%) para construir el modelo con mayor D vy
posteriormente validarlo sobre el segundo subconjunto (validacion externa) calculando el

Rf,red . Este proceso se ha repetido tres veces. Posteriormente, se ha dividido el conjunto

en entrenamiento (60%) y validacién (40%), considerando Unicamente los descriptores
seleccionados en las tres repeticiones para obtener el modelo final aplicando nuevamente
el algoritmo GAs optimizando D.

Resultados

Los mejores modelos obtenidos en las tres repeticiones han presentado los siguientes
parametros:

Repeticion No 1 Repeticion No 2 Repeticion No 3

Fdes 0.697 Fdes 0.591 Fdes 0.69

R2cvLmo 0.877 R2cvLmo 0.8592 R2cvLmo 0.8702

R2 0.875 R2 0.8633 R2 0.874

RMSEC CvLmo 113.1411 RMSEC CvLmo 120.904 RMSEC CvLmo 116.1092

RMSEC 112.0516 RMSEC 119.1356 RMSEC 114.3995

R2 externo 0.875 R2 externo 0.895 R2 externo 0.9

Descriptor Coeficientes Coef. Estand. |Descriptor Coeficiente{Coef. Estand. |Descriptor CoeficientedCoef. Estand.

intercepcion 1218.145 intercepcion 1.227 intercepcion 1224

SCBO 15.17458 0.04661|Mw 39 0.1232|Mw 52.13397 0.1666

WiDt 109.8752 0.34724|WiDt 90 0.3137|SCBO 135.0045 0.4248

HyWi_Bm 189.9725 0.58344|HyWi_Bm 181 0.5297|Eiglo_AEA(bo) 19.96293 0.0626
PJI2 69.8287 0.2299
HyWi_Bm 42.96017 0.1256

La aplicacion del método utilizado al conjunto de todos los descriptores seleccionados ha
dado los siguientes resultados:

Modelo final

Fdes 0.817

R2cvLmo 0.8505

R2 0.8517

RMSEC CvLmo 120.1339

RMSEC 119.5603

R2 externo 0.927

Descriptor Coeficientes Coef. Estand.
intercepcion 1227.137

PJI2 104.9589 0.34963
SCBO 213.2246 0.673755




Se aprecia que con solo dos descriptores el modelo es muy estable en prediccion. El
descriptor PJI2 es el indice de forma de Petitjean que se basa en la matriz de distancias,
mientras SCBO es la suma de los 6rdenes de enlace del grafo molecular sin hidrégenos
(17). Ambos coeficientes son positivos por lo que hay efecto sinérgico sobre el IR.

Conclusiones y discusion

Los descriptores seleccionados pueden ser relacionados con dos funciones
termodinamicas importantes en el proceso de desorcion de las moléculas de la fase
estacionaria no polar OV-101, en la fase vapor. PJI2 representa interacciones
energéticas que se establecen entre moléculas adsorbidas de tipo dispersivo, las mismas
gue son muy débiles. Evidentemente las moléculas presentan su lado no polar para la
absorcion. Al aumentar el tamafio hay mas partes con orden de enlaces mas altos para
formar las interacciones de dispersion y por lo tanto se necesita una temperatura mas alta
para su paso a la fase vapor. SCBO es un indice de forma que esta relacionado con la
complejidad de la molécula, si la parte no polar que se adhiere a la superficie del OV-101
tiene forma compleja, la variacion de entropia en la adsorcién es positiva y alta por lo que,
para invertir el proceso se necesita una temperatura mayor para que pase en fase vapor.
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